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Resumen

Describimos tres aportes fundacionales de la psicologia ex-
perimental relacionados con los términos Aprendizaje y
Reforzamiento, indicamos sus distintos significados, com-
plementarios desde las aportaciones de Thorndike, Skinner y
Hebb. Después, inspirados en la propuesta de Sutton y Barto,
indicamos las relaciones de estos principios y conceptos con la

inteligencia artificial y el Aprendizaje de Maquinas contempo-
raneo, en particular con los modelos basados en Aprendizaje
por Reforzamiento. Sugerimos que la investigacion psicoldgi-
ca actual se puede beneficiar de la necesidad de formalizacion
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conceptual, y de las posibilidades de implementacion que permite el modela-
miento computacional.

Palabras clave: aprendizaje por reforzamiento, redes neuronales, algorit-
mos de aprendizaje, inteligencia artificial, ChatGpT.

Abstract

Here we describe three foundational psychological contributions related to
the concepts of Learning and Reinforcement. We describe their different but
complementary meanings from the perspectives of Thorndike, Skinner and
Hebb. We then, inspired by the approach of Sutton and Barto, describe the
relationship between these concepts and the fields of contemporary Artifi-
cial Intelligence and Machine Learning, particularly with those models based
on Reinforcement Learning. We finally suggest that current developments in
psychological research can benefit from conceptual formalization and compu-
tational implementations.

Keywords: Reinforcement Learning, Neural Networks, Learning Algo-
rithms, Artificial Intelligence, pT Chat.

La Psicologia Experimental y su perspectiva Analitico-Conductual han tenido
dos términos basicos a lo largo de su historia: Aprendizaje y Reforzamiento. A
pesar de su relevancia dentro del disefio de estrategias de investigacion e in-
tervencion conductual, tales términos han sido polisémicos, y con alcances
e implementaciones variables a nivel metodoldgico. En este capitulo discuti-
mos que, pese a dicha variabilidad, el desarrollo tedrico y conceptual de estos
términos ha crecido hasta volverse una de las principales fuentes para las ac-
tuales aplicaciones en inteligencia artificial (Doya, 2023), como es el caso del
Chatgprt-3 (Generative Pre-trained Transformer), desarrollado como un mo-
delo de lenguaje (OpenAl, 2023). Enseguida presentamos las leyes o principios
que postularon tres de los investigadores histéricamente claves en Psicologia
Experimental: Edward L. Thorndike, Burrus E Skinner y Donald O. Hebb, en
torno al Aprendizaje y el Reforzamiento, y discutimos cémo sus conceptuali-
zaciones influyen contemporaneamente en el “aprendizaje por reforzamiento”
y las “redes neuronales artificiales” usadas en inteligencia artificial. Haremos
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un “viaje” entre los viejos principios psicoldgicos y sus aplicaciones actuales
en inteligencia artificial.

Parte 1. Thorndike y la identificacion de principios

Si rastreamos el uso del término Aprendizaje, con sus implicaciones contem-
poraneas en la Psicologia Cientifica (i.e., experimental), podemos encontrar
referentes destacados en trabajos de Edward Thorndike (1898, 1911, 1927,
1931), donde postuld la denominada “Ley del Efecto” y describi6 el “Apren-
dizaje por Ensayo y Error”. Se ha vuelto un lugar comun decir que la Ley del
Efecto se circunscribe al enunciado:

De las numerosas respuestas dadas en una situacion, aquellas acompafadas o
seguidas de satisfaccion para el animal estaran ( ) mas firmemente conectadas
con la situacidn, de tal forma que al repetirse dicha situacion, éstas respuestas
seran mas probables de recurrir () Aquellas respuestas acompaiadas o segui-
das de incomodidad para el animal () tendran sus conexiones debilitadas con
la situacidn, de tal forma que al repetirse la situacion, estas respuestas seran
menos probables. Cuanto mayor sea la satisfaccion o la incomodidad, mayor
serd el fortalecimiento o debilitamiento del vinculo. (Thorndike, 1911, p. 244).

El “Aprendizaje” desde la perspectiva de Thorndike es el establecimiento
de relaciones, vinculos, conexiones o asociaciones entre eventos (e.g., estimu-
los, respuestas) en situaciones especificas. Una revisitacion de la publicacion
“Animal Intelligence. Experimental Studies” de Thorndike (1911), nos permite
recordar que su perspectiva fue mas amplia. La Ley del Efecto se formulé junto
con otros principios de la conducta en el contexto de “Leyes e Hipotesis para
la Conducta” que abordaron, entre otros problemas: el aprendizaje asociativo;
el establecimiento de vinculos entre situaciones y respuestas (S-R); la fuerza de
esos vinculos, conexiones, relaciones o asociaciones S-R con base en su probabi-
lidad (“likely”); y el sustrato neuronal y sindptico de la fuerza del vinculo S-R en
términos de la eficacia sinaptica o “neurone intimacy” como la llam¢é Thorndike.

Todos estos aspectos solo fueron mencionados por Thorndike, pero no
los desarrolld; sin embargo, se convirtieron en centrales para los posteriores
desarrollos en teorias de aprendizaje, cognicién y neurociencia. Mas aun, son
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todos componentes centrales en la vision contemporanea que permite los desa-
rrollos conceptuales y de implementacion en inteligencia artificial (IA), desde el
Aprendizaje Automatico o de Maquinas (“Machine Learning”), el Aprendizaje
por Reforzamiento (Reinforcement Learning) y el procesamiento en Redes
Neuronales Artificiales (e. g., profundas), a partir principalmente de algorit-
mos de maximizacion de la recompensa, que parecen seguir los principios de
la Ley del Efecto, mediante mecanismos de modificacion de fuerzas asociati-
vas que comentaremos mas adelante.

Parte 2. Skinner, la funcidn y la experiencia

Dentro los numerosos aportes de B.E. Skinner (1938, 1953, 1969, 1981), que-
remos destacar su trabajo tedrico respecto al “Reforzamiento’, desarrollado
como la nocién de probabilidad de respuesta. Skinner se refirié a la “fre-
cuencia de respuesta” como el indicador de su probabilidad de ocurrencia,
la cual esta funcionalmente determinada por sus consecuencias. Propuso
una situacion experimental controlada para la observacion e interpretacion
de las frecuencias, la conocida “Caja de Skinner”. Este espacio de control y
manipulacién experimental le permiti6é observar de modo claro, y medir con
precision, los cambios producidos por diferentes consecuencias ambientales
sobre la frecuencia de ocurrencia de respuestas especificas. Al criticar las “fic-
ciones explicativas” tales como “el pichén adquiri6 el hébito de levantar su
cabeza a cierta altura” (1953, p. 64), Skinner introdujo el importante concepto
de “contingencia’, es decir, una relacion de dependencia probabilistica entre la
ocurrencia de una consecuencia dada la emision de una respuesta. Los alcan-
ces del concepto de contingencia pueden observarse incluso en el desarrollo de
algunas perspectivas Bayesianas (Griffiths et al., 2023) que son ampliamente
usadas tanto en el desarrollo tedrico de la psicologia cientifica contempora-
nea, como en los modelos actuales de Aprendizaje por Reforzamiento de la IA
(Doya, 2023; Russell & Norvig, 2022; Sutton & Barto, 2018).

Skinner (1953) desarrollé muchos conceptos técnicos tales como “discri-
minacién operante’, donde estimulos especificos llamados “discriminativos”
constituyen la ocasion o situaciéon en que la emision de una respuesta hace
mas probable una consecuencia particular. Este proceso de control de estimu-
los, asi como muchos otros de la perspectiva Skinneriana, ha tenido una gran
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repercusion en el desarrollo tedrico y de implementacion computacional del
Aprendizaje por Reforzamiento o reinforcement learning, desarrollado por
Sutton & Barto (2014), segiin estos autores, en su teoria, hay una gran similitud
entre control de estimulos y la “tarea de busqueda asociativa” que consiste en
un “mapeo” o identificacion y establecimiento de relaciones entre situaciones
y acciones que permiten maximizar el reforzamiento por agentes artificiales.

Por otra parte, el concepto de “conducta operante”, central en la obra Skin-
neriana, describe una clase de respuestas que son semejantes entre si y emitidas
espontaneamente por el organismo, que pueden volver a ocurrir en un futuro
y “operan” sobre el medioambiente para generar o hacer mas probables ciertas
consecuencias. Sutton & Barto (2017) reconocen explicitamente haber retoma-
do ese concepto para su formulacién del Aprendizaje por Reforzamiento:

El aprendizaje por reforzamiento es aprender qué hacer —como mapear situa-
ciones a acciones— para maximizar una sefial de recompensa numérica. Al
aprendiz no se le dice qué acciones tomar, sino que debe descubrir qué accio-
nes producen la mayor recompensa al probarlas..., las acciones pueden afectar
no solo la recompensa inmediata, sino también la siguiente situacién y, a tra-
vés de eso, todas las recompensas posteriores (Sutton & Barto, 2018, p. 1-2).

Estos investigadores acentian que el aprendizaje se genera mediante las
interacciones en el ambiente. Proponen que la manera de estudiarlo es dise-
nar modelos 0 maquinas computacionales efectivas para solucionar problemas
de aprendizaje (mapeo) y evaluar sus disefios mediante el andlisis matematico
o la experimentacion computacional. Los modelos de aprendizaje por reforza-
miento abarcan el problema de un agente (o aprendiz) encaminado al logro de
objetivos, interactuando a lo largo del tiempo en un entorno con incertidumbre.

Sutton y Barto (2018) identifican en su modelo de aprendizaje por refor-
zamiento seis elementos principales como sigue:

1. Un agente de aprendizaje (o aprendiz), que toma decisiones sobre
cuales acciones realizar para obtener recompensas.

2. Un ambiente es el entorno del agente, esta constituido por “estados”
o configuraciones discretas de estimulos percibidos por el agente; este
componente se puede relacionar con los “affordances” (Gibson, 1977).
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3. Una politica o estrategia para elegir formas de comportarse en un mo-
mento dado (un mapeo de los estados percibidos del ambiente con las
acciones a realizar cuando se encuentra nuevamente en esos estados).

4. Una sefal de recompensa o reforzador, que determina la deseabilidad
inmediata de los estados ambientales.

5. Una funcién de valor, que especifica la deseabilidad a largo plazo de
los estados, luego de estimar el valor de los posibles estados que sigan
a futuro; asi como las recompensas disponibles en esos estados.

6. Un modelo del ambiente de aprendizaje (elemento opcional), es de-
cir, una representacion cognitiva de los estimulos, su organizacién y
funcién que permite hacer inferencias, planes y predicciones sobre el
efecto potencial de acciones sobre el futuro. Los métodos que incluyen
este elemento son considerados “basados en modelos” y son opuestos
a los métodos “libres de modelos”, que son explicitamente aprendices
por ensayo y error.

En la Figura 1 ilustramos los componentes de este modelo de aprendizaje
por reforzamiento y algunas de sus relaciones.

Figura 1
Interaccion Agente-Ambiente en modelos de Aprendizaje por Reforzamiento

Agente recibe retroalimentacion
de su ejecucion: R \
t+1

Agente Agente
(Eleccion de estrategia o politica: . . . .
Acci ibles) (Siente/percibe cambios en el ambiente)
cciones posibles
P ESTADO: E
ESTADO: E, t+1

\ Agente ejecuta /
Accién elegida: A,
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Los valores de recompensa estimados y obtenidos determinan las politi-
cas, si una accion elegida por una politica obtiene baja recompensa, entonces
la politica debe cambiarse para seleccionar alguna otra accion futura bajo esa
misma situacion.

Sutton y Barto (2017) indican que las sefiales de recompensa pueden ser
funciones estocasticas del estado del ambiente y de las acciones tomadas.
Una funcién estocastica es aquella en la cual los resultados son en parte aleato-
rios y en parte bajo control del agente que toma decisiones.

En sintesis, los modelos computacionales del aprendizaje por reforza-
miento derivados de la perspectiva de Sutton y Barto, simulan procesos de
toma decisiones de un agente, segun este percibe (sense) las caracteristicas y
rasgos de su ambiente, para elegir qué acciones puede o debe emitir, y luego el
agente observa las consecuencias y les otorga un valor de recompensa (Doya,
2023). En los primeros episodios (e.g., ensayos) la eleccion es “a ciegas” y prin-
cipalmente aleatoria, se ensayan acciones y se observa su efecto para cambiar
el entorno y se valoran las recompensas obtenidas.

Las decisiones secuenciales tomadas por el aprendiz se modelan ma-
tematicamente, esto puede ser mediante numerosos métodos, por ejemplo,
con procesos de Decisién de Markov, que consideran estados del ambiente,
acciones y transiciones probabilisticas entre estados. Cada accién tiene una
probabilidad asociada de llevar al agente a un nuevo estado y se asocia con una
recompensa en cada transicion de estados.

Por otra parte, un caso ejemplar de un método “libre de modelos” es el
algoritmo “Q-learning” (Quality Learning), que no toma en cuenta las pro-
babilidades de transicion, y es independiente a politicas de comportamiento,
pero permite aprender una estrategia dptima, la funcién Q representa el valor
esperado acumulado de una accién en un estado dado. Q-Learning se puede
usar para entrenar redes neuronales artificiales, en funcién de las recompen-
sas y los estados observados durante la interaccion del agente con el entorno,
y esto puede ayudar a maximizar las recompensas a largo plazo. La expresion
matematica del algoritmo Q-learning’ es:

Q(St, Ar) = Q(Si, A) + [ Reys + ymax Q(Si41,0) — Q(St, Ar)]. (1)

2 En la Ecuacion 1 se muestra el Algoritmo Q-Learning control de diferencias temporales. (citado en Sut-
ton & Barto, 2017, p. 131).

47



APROXIMACIONES ACTUALES SOBRE CONDUCTA Y SUS APLICACIONES

El valor Q se actualiza sumando el valor Q anterior mas una tasa de apren-
dizaje (alfa) que multiplica al valor Q de la accion seleccionada, el cual consiste
de la recompensa obtenida mds un factor de descuento (gamma) multiplicado
por la estimacién del valor futuro éptimo. Los valores Q son estimaciones o pre-
dicciones de las recompensas, y las decisiones del agente inteligente respecto a
qué acciones realizar se basan en sus juicios de valor, es decir, en sus calculos
acerca de las recompensas futuras con base en sus experiencias anteriores.

Como se pudo observar en esta seccidn, los trabajos en reinforcement
learning, destacadamente lo elaborado y conjuntado por Sutton y Barto (1998,
2018) han desarrollado implementaciones computacionales para analizar y
explicar el proceso aprendizaje de un agente que se basa en, y a la vez amplia,
conceptos y métodos de la conducta operante formulados por B. E. Skinner.
Esta ejemplificacion es tan solo una breve revision de uno de los aportes
impulsados por Sutton y Barto al creciente campo de algoritmos e implemen-
taciones en inteligencia artificial.

Es importante notar que, aunque la explicacién de Sutton y Barto se de-
nomina “aprendizaje por reforzamiento’, tiene una perspectiva mas amplia
que incluye aspectos mas alla de los conductuales tradicionales, que puede
considerarse cognitiva, en tanto considera procesos de elecciéon y toma de de-
cisiones para la prediccion o estimacion de valor estado-accion.

Presentaremos ahora una tercera aportacion clave para la conceptualiza-
cion del aprendizaje y el reforzamiento.

Parte 3. Hebb y los mecanismos

Otro de los principios psicologicos que ha tenido un gran impacto en la in-
vestigacion conductual, en neurociencias y en la inteligencia artificial es la
llamada “Regla de Aprendizaje de Hebb’, fue formulada por Donald O. Hebb
en su libro The Organization of Behavior. A Neuropsychologial Theory (1949).

Hebb present6 su “postulado neurofisioldgico” que, en linea con las ideas
de Thorndike, describe los efectos de las relaciones entre neuronas de la si-
guiente forma:

Supongamos que la persistencia o repeticion de una actividad reverberante
(o “huella”) tiende a inducir cambios celulares duraderos que se suman a su
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estabilidad. La suposicion se puede establecer con precision de la siguiente
manera: cuando un axo6n de la célula A estd lo suficientemente cerca como
para excitar una célula B y participa repetida o persistentemente en su activa-
cion, se produce algin proceso de crecimiento o cambio metabélico en una o
ambas células, de tal forma que la eficiencia de A, como una de las células que
hace disparar a B, aumenta. (Hebb, 1949, p. 62).

La Regla de Hebb, aunque inicialmente tedrica, captura a su vez me-
canismos neurofisildgicos de mejora en la eficiencia sindptica y procesos
funcionales de almacenamiento de informacién. En el tiempo, esta regla se
tradujo en algoritmos de aprendizaje en redes neuronales artificiales (ensam-
bles, conjuntos o asambleas neuronales, en palabras de Hebb).

Las redes neuronales artificiales hacen referencia a una amplia familia de
modelos que se pueden disefiar con numerosas arquitecturas y algoritmos. La
arquitectura describe el nimero de neuronas (o unidades de procesamiento) y
su arreglo y conectividad en capas. Los algoritmos describen como se propaga
la activacidn a través de las neuronas, y cdmo se ajustan las conexiones entre
estas durante el proceso de aprendizaje. Existen redes sencillas que pueden ser
monocapa, o de capa unica, donde la activacion simplemente reverbera en un
arreglo de unidades que usualmente estan “completamente conectadas” (o fully
connected, conectadas todas con todas). Y existen redes “multicapa” donde
la activacién se calcula para un grupo de neuronas, antes de ser enviada al
siguiente grupo de neuronas, siguiendo un flujo usualmente “hacia adelante”
desde una capa de entrada (o estimulacion) hasta una de salida (o respuesta).
En psicologia, las redes tricapa se popularizaron desde los afios ochenta por
su potencial para capturar y explicar, de manera sencilla, procesos cognitivos
complejos, mediante la teoria conexionista (Thomas & McClelland, 2023).

Las redes neuronales profundas, de amplio uso en sistemas de inteligen-
cia artificial contemporaneos, se denominan como tal por tener numerosas
capas de procesamiento intermedias (i.e., mds de 3 capas en total). Tienen al
menos una capa de entrada, decenas o cientos de capas intermedias (denomi-
nadas como “ocultas”), y al menos una capa de salida. Vedse por ejemplo la
Figura 2, que muestra una Red Neuronal Profunda integrada en un ambiente
de Aprendizaje por Reforzamiento.
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Figura 2

Red Neuronal Profunda integrada en un sistema de Aprendizaje por Reforzamiento.
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El proceso de aprendizaje en una red neuronal artificial se logra cuando
la actividad de sus neuronas y sus conexiones, andlogas a sinapsis y modeladas
numéricamente, convergen en un patrén de actividad que minimiza el error
(o diferencia) entre los niveles de activacion de los “outputs” actuales y los es-
perados. Si bien los algoritmos de aprendizaje de las redes tricapa y profundas
frecuentemente se basan en el algoritmo de retroprogapacion para la minimi-
zacién del error (Rumelhart et al., 1986), el concepto de “Aprendizaje” en estas
redes (Shultz, 2003) operacionalmente se basa en el fundamento Hebbiano
de modificacién de las conexiones (sinapsis) como base de la mejora en la
eficiencia de la red.

Los principios psicolégicos mencionados contintian influyendo la concep-
cion y estudio del Aprendizaje y el Reforzamiento contemporaneos, con otros
significados nuevos tanto en el campo de la Psicologia como en las areas de la in-
teligencia artificial, el Aprendizaje Automatico o de Maquina y el Aprendizaje
por Reforzamiento. Por ejemplo, dentro de las aplicaciones mas frecuentes de
la inteligencia artificial se encuentra el uso de redes neuronales profundas y
sistemas de aprendizaje por reforzamiento para diagnostico médico clinico.
Tal es el caso en el andlisis e identificaciéon de patrones en imagenes de re-
sonancia magnética funcional para deteccién de cancer de mama (Sasaki et

50



Capitulo 2. Viejos principios y nuevas aplicaciones: aprendizaje y reforzamiento en inteligencia artificial

al., 2020; Sechopoulos et al., 2021); para tratamientos psicoldgicos, e.g., en
el disefio y aplicacion de programas de terapia asistida por computadora que
ayudan a que los pacientes aprendan y practiquen habilidades de afronta-
miento y autocontrol (Fitzpatrick et al., 2017); y por supuesto para el analisis
del lenguaje natural, la traduccién automdtica y la generacion de texto como el
ChataGpT, entre muchas otras aplicaciones cientificas, comerciales e industriales
(OpenAl, 2023). En el ambito de la investigacién académica, donde de hecho
se han originado los conocimientos basicos que sustentan las aplicaciones mo-
dernas, también existen usos cientificos para el desarrollo de metodologias y
teorias modernas sobre una amplia gama de fenémenos psicoldgicos, v.gr. el
modelamiento computacional de la formacién de conceptos, la categorizacion
y conducta simbolica en general (Tovar et al., 2023).

Consideraciones finales

Thorndike describié mediante la investigacion experimental que la conducta
esta determinada primordialmente por sus consecuencias, el agente de Sutton
y Barto emite/ensaya acciones/estrategias que son “seleccionadas” por el valor
inmediato o a largo plazo que les estima el agente y que le permiten tomar de-
cisiones en su busqueda para maximizar la recompensa acumulada a lo largo
de su interaccion con un ambiente incierto.

Skinner profundizé los controles metodologicos del analisis experimen-
tal de la conducta. Describi6 el proceso de reforzamiento, es decir, la seleccion
por sus consecuencias de respuestas emitidas espontaneamente; los eventos
no tienen propiedades reforzantes inherentes, sus propiedades reforzantes se
identifican a través del andlisis funcional. Son reforzantes si se observan au-
mentos en la probabilidad de ocurrencia de la respuesta o son aversivos si hay
disminucién en la probabilidad (Skinner, 1981). En Sutton y Barto (2018), el
agente participa activamente en el proceso de seleccion, estimando valores de
reforzamiento estado-accién en funcion de su interaccién con el ambiente; el
aprendizaje se produce en la interaccién misma.

Por otra parte, enlas redes neuronales (recurrentes, profundas, convoluciona-
les, de memoria de corto plazo extensa—LsTM, 0 acopladas con transformadores)
el aprendizaje es en buena medida consecuencia de cambios en los pesos de
conexiones entre neuronas artificiales, es decir, de modificaciones en eficacia
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sinaptica, tal como prescribe la Regla de Hebb y anticiparon algunas ideas de
Thorndike. Otros modelos de redes neuronales dinamicas describen el apren-
dizaje como producto de modificaciones en la arquitectura de la red, mediante
procesos semejantes a la neurogénesis y a la apoptosis; desarrollo y modifica-
cion de “ensambles” en términos Hebbianos (Shultz et al., 2023).

El conocimiento y analisis detallado de los principios computacionales
mas importantes de la inteligencia artificial y del Aprendizaje por Reforza-
miento podrian ser de beneficio mutuo para la investigaciéon del aprendizaje
en las Ciencias Cognitivas y del Comportamiento, en particular para el And-
lisis Experimental de la Conducta, mediante el uso de sistemas y modelos
artificiales o naturales. Nuestro llamado no es nuevo (véase Commons et al.,
1991; Burgos, 2000), pero si queremos subrayar que el vinculo analizado per-
mite beneficios mutuos, pues las implementaciones computacionales pueden
beneficiarse de las teorias conductuales y cognitivas de la psicologia cientifi-
ca, y estas teorias se pueden evaluar, rechazar y desarrollar con herramientas
computacionales que permiten su formalizacién, implementacién y analisis.
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